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Streszczenie







Abstract







Wstep

Uczenie maszynowe w ostatnich latach mocno zyskatlo na popularnosci.
Zastosowania i mozliwosci réznych algorytméw uczenia maszynowego czasami
przekraczajg nasze wyobrazenie o tym co komputer moze zrobi¢. Niektore apli-
kacje potrafia wrecz zaskoczy¢ uzytkownikéw tym co potrafig zrobi¢. Wsréd
takich aplikacji znajduja sie takie, ktore potrafig przewidywaé nastepne warto-
sci akeji gietdowych, rozpoznawac na filmie obiekty w czasie rzeczywistym, czy
nawet prowadzi¢ samochdd. Algorytmy wyuczone proponujg nam spersonali-
zowane reklamy, czy produkty na podstawie naszych upodoban. Najczestsze
zastosowania dotycza przetwarzania obrazéw lub tekstu, natomiast zastosowa-
nia w przetwarzaniu muzyki sa niszowe i rzadziej spotykane.

Celem tej pracy jest stworzenie modelu sieci neuronowej, ktérego zadaniem
bedzie generowanie krotkich multi instrumentalnych klipéw muzycznych.

W pierwszej czedci swojej pracy przedstawie podstawowe koncepcje zwiaza-
ne z muzyka oraz sposobami jej reprezentacji. Nastepnie opisze w jaki sposéb
dziataja sieci neuronowe, jak si¢ uczg oraz podstawowe architektury sieci, ktére
pomoga zrozumie¢ model ktéry wykorzystatem.

Nastepnie przedstawie koncepcje dziatania modelu, jakie idee staty za wy-
borami, ktore podjatem w projektowaniu sieci. W szczegdtowy sposéb opisze
sposob ekstrakeji danych tak aby mogty byé¢ one wykorzystane przez model.
Opisze architekture ktérg wybratem oraz przedstawie i opisze fragmenty kodu
w jezyku python.

W kolejnym rozdziale skupimy si¢ na rezultatach pracy, przedstawie¢ zale-
ty i wady modelu. Przeprowadze analize jakie muzyczne koncepcje model sie
nauczyl na podstawie danych oraz doprowadze do ostatecznej konkluzji czy
wygenerowana muzyka moze by¢ przyjemna dla odbiorcy.






Rozdziatl 1

Wprowadzenie do sieci neuronowych

Aby lepiej zrozumie¢ w jaki sposéb odpowiednio skonstruowane sieci neu-
ronowe potrafig sprosta¢ takiemu zadaniu jak generowanie muzyki, w tym roz-
dziale przedstawie od podstaw zasady dzialania sieci neuronowych. Opisze w
jaki spos6b mozna od regresji liniowej przejs¢ do prostych sieci oraz w jaki
sposob uczy sie sieci neuronowe. Ostatecznie przedstawie architektury, ktore
wykorzystatem w projekcie.

1.1. Regresja liniowa

Podstawa wszystkich sieci neuronowych jest regresja liniowa. W statystyce

......

Prosty model regresji liniowej dla jednej zmiennej mozna opisa¢ wzorem

y=ar+b+e,

gdzie
— 1y jest zmienng objasniang,
— x jest to zmienna objasniajaca,
— a jest parametrem modelu,
— b jest wyrazem wolnym modelu,
— ¢ jest sktadnikiem losowym [7].

Zadaniem jest znalezienie takiego parametru a € R oraz wyrazu wolnego
b € R, aby dla znanych warto$ci z € R oszacowanie zmiennej objasnianej
y € R najlepiej opisywata zmienng objasniana y € R. Tak zdefiniowany model
opisuje zmienng y z doktadnoscig do sktadnika losowego. W praktyce oznacza
to, ze szacowane modele beda przyblizeniem opisywanych zaleznosci.

Wartosé zmiennej objasnianej y mozna roéwniez opisa¢ za pomocy wielu
zmiennych objasniajacych. Wtedy dla zmiennych objasniajacej x1, 2, ..., 2, €
R szukamy parametréw 0y, 0,,...,0, € R, gdzie p € N jest liczba cech. Otrzy-
many w ten sposoéb model nazywany jest réwniez hipoteza i oznaczamy go

h(zx).
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Rysunek 1.1. Regresja liniowa jednej zmiennej

p
hz) =b+b1zs+ Oozo+ ... + Oz, +e=b+ > bix; +e
i=1
Rysunek 1.1 przedstawia przyktadowy model regresji liniowej jednej zmien-
nej, dopasowany do zbioru.

1.2. Uczenie modelu

Celem uczenia modelu jest znalezienie ogdlnych parametréw, aby model dla
wartosci wejsciowych x zwracat wartosci predykeji ¢ najlepiej opisujacej cate
zjawisko wedhug pewnego kryterium. Formalnie, aby suma wszystkich réznic
miedzy predykcja, a rzeczywisto$cig bylta najmniejsza.

blad = ) | predykcja — rzeczywistosé |,
i=1
gdzie n € N jest wielkoscia zbioru danych jakim dysponujemy. Minimalizujac
btad dla modelu jesteSmy w stanie znalez¢ przyblizenie funkcji h(z).
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1.2.1. Funkcja kosztu

W tym celu uzywa sie funkcji Jp(h), ktéra zwraca warto$é¢ bledu miedzy
wartosciami h(zx) oraz y dla wszystkich obserwacji. Taka funkcja nazywana jest
funkcja kosztu (ang. cost function).

Dla przyktadu regresji liniowej funkcja kosztu moze by¢ btad sredniokwa-
dratowy (ang. mean squared error). Wtedy funkcja kosztu przyjmuje postaé:

Jo(h) = ié(y — h(z;)).

Przy zdefiniowanej funkcji kosztu proces uczenia sprowadza si¢ do znale-
zienia takich parametréw funkcji h(z), aby funkcja kosztu byta najmniejsza.
Jest to problem optymalizacyjny sprowadzajacy si¢ do znalezienia globalnego
minimum funkcji.

1.2.2. Znajdowanie minimum funkcji

Aby znalez¢ minimum funkcji f mozemy skorzystaé z analizy matematycz-
nej. Wiemy, ze jesli funkcja f jest rozniczkowalna, to funkcja moze przyjmowac
minimum lokalne, gdy f'(xg) = 0 dla pewnego xg z dziedziny funkcji f. Do-
datkowo jesli istnieje otoczenie punktu xg, ze dla wszystkich punktéw z tego
otoczenia spetniona jest nieréwnos¢:

f(@) > f(xo),

to znaleziony punkt zy jest minimum lokalnym. W teorii nalezatoby zatem
wybra¢ taka funkcje kosztu, aby byta rézniczkowalna. Rozwigza¢ rownanie
Jy(h) = 0, nastepnie dla otrzymanych wynikéw sprawdzi¢ powyzsza nierdw-
no$¢ oraz wybra¢ najmniejszy wynik ze wszystkich [6]. W praktyce rozwiazanie
takiego réwnania ze wzgledu na jego ztozonos$¢ moze sie okaza¢ niewykonalne.
Aby rozwigza¢ ten problem powstaly inne metody, ktére pozwalaja szukaé
ekstreméw funkeji, jednak nigdy nie bedziemy mieli pewnosci, ze otrzymany
wynik jest minimum globalnym funkcji kosztu.

1.2.3. Metody gradientowe

Metody gradientowe (ang. gradient descent) sa to iteracyjne algorytmy
stuzace do znajdowania minimum funkcji. Aby méc skorzysta¢ z metod gra-
dientowych analizowana funkcja musi by¢ ciggta i rézniczkowalna. Sposob ich
dziatania mozna intuicyjnie opisa¢ w nastepujacych krokach.

1. Wybierz punkt poczatkowy.

2. Oblicz kierunek, w ktérym funkcja maleje.



16 Wprowadzenie do sieci neuronowych

3. Przejdz do kolejnego punktu zgodnie obliczonym kierunkiem o pewna
matyg wartosc.

4. Powtarzamy, az osiggniemy minimum funkcji.

Wizualizacje algorytmu zostata przedstawiona na rysunku 1.2.

B0 B0
60 &0
40 40
20 0 \
\
b
0 0
-20 ; ; ; -20 ; ; :
-0 -5 i] 5 10 -0 -5 ] 5 10
(a) Wyznaczenie gradientu (b) Tteracja kolejnych punktéw

Rysunek 1.2. Wizualizacja algorytmu gradientu prostego

Dla funkcji h(x) nalezy ustali¢ wartos¢ poczatkowa Og dla wszystkich pa-
rametrow 6; ... 0,.

@0 = [91, 02, ceey Hn]

dJy(h)

56 - Otrzymamy w ten

Nastepnie policzy¢ wszystkie pochodne czesciowe
sposob gradient V.Jy(h), gdzie

_ [8Jg(h) 8Jy(h) 0Jy(h)

VJo(h) = : ey
86, = 06, 06,

Nastepnie obliczy¢ element O, ze wzoru

®k+1 = ®k — OéVJg(h),

gdzie o € R jest wspotczynnikiem uczenia (ang. learning rate), a k € N jest ko-
lejng iteracjg algorytmu. Proces ten nalezy powtarza¢ do pewnego momentu.
Najczesciej z gory okreslona liczbe razy lub do momentu, gdy uzysk funk-
cji kosztu spowodowany nastepna iteracja jest mniejszy niz ustalona wartos¢.
Otrzymany w ten sposéb wektor parametréw Oy jest wynikiem algorytmu [1].
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Wykorzystujac metody gradientowe otrzymujemy wyuczony model. Para-
metry ; modelu h(z) zostaly ustalone w taki sposob, aby btad miedzy pre-
dykcja, a rzeczywistoscig byt najmniejszy.

1.3. Regresja liniowa jako model sieci neuronowej

Omawiany model regresji mozemy zapisa¢ w sposob graficzny tak jak przed-
stawiono na rysunku 1.3.

Rysunek 1.3. Regresja liniowa jako model sieci neuronowe;j

Kazdy wezel z lewej strony reprezentuje zmienng objasniajaca x;. Potacze-
nia nazywane sg wagami (ang. weights) i reprezentujg one parametry 6;. Wezet
z prawej strony oznaczony jako 7 jest sumg iloczynéw wag oraz wartosci weztow
z prawej strony. Wtedy

T p
T2 [b 01 02 6’p :b+l'191+l’292++I'p9p:b+21’29“

=1

<
Il

Tn
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co jest réwnowazne omawianemu modelowi regresji liniowej. Wezty sieci
nazywane sa neuronami, a wyraz wolny modelu b nazywany jest biasem (ang.
bias).

W tatwy sposéb mozemy rozbudowaé ten model do regresji liniowej wielu
zmiennych. Predykcja modelu nie bedzie jak do tej pory jedna wartos¢ g,
tylko wektor wartosci yi, 42, ..., Y, ktory oznacza¢ bedziemy jako Y. Model
ten zostat przedstawiony na rysunku 1.4.

Rysunek 1.4. Regresja liniowa wielu zmiennych jako model sieci neuronowej

Dla uogolnienia pojedyncze wagi modelu zapisywa¢ bede jako w,,, nato-
miast macierz wag jako W. Algebraicznie zapisalismy ten model jako

1 1 1 N

- v T bi wii w2 ... wy hl(l’) Y1

1 Ti2 .- 1q N

by wa wa ... Wap hs (33) Y2

To1 Tz ... Toq . . ] . = . = .

T T by wq wWe ... W hq() Yq
L“pl p2 Pq |

b+ XW =Y,

gdzie p jest liczba zmiennych niezaleznych, ¢ jest liczba zmiennych zalez-
nych, X jest rozszerzonym do macierzy o rozmiarach ¢ x p wektorem zmiennych
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objasniajacych, w taki sposob ze x;; = x40 = - = x;p dlai = 1,2,...,q, W
jest macierza wag o rozmiarach p x ¢, natomiast b jest suma wyrazéw wolnych
b1, ...,by. Mozemy zauwazy¢, ze model dla wielu zmiennych jest wieloma mo-
delami dla jednej zmiennej, gdzie kazdy model operuje na tych samych danych
wejsciowych. Taki model moze byé¢ uznany za sie¢ neuronows i nazywany jest
perceptronem.

1.4. Funkcje aktywacji

Omawiany model stuzy rozwiazywaniu problemu regresji, poniewaz war-
tosci predykeji nie sg uregulowane i moga przyjmowaé¢ wartosci z R. W celu
przeksztalcenia tego modelu, aby moc go wykorzystaé¢ do rozwigzania proble-
mu klasyfikacji, nalezy dodatkowo na otrzymanym wektorze Y wykona¢ pewng
funkcje, ktora przeksztatci wynik. W tym celu uzywamy funkeji aktywacji (ang.
activation function). Istnieje wiele réznych funkeji aktywacji, a kazda posiada
inng charakterystyke i wptyw na model. Najpopularniejsza grupa funkcji sa
funkcje sigmoidalne (ang. sigmoid functions). Jedna z nich jest funkcja logi-
styczna (ang. logistic curve)

1
S lte"
oraz wykresie przedstawionym na rysunku 1.5

Funkcja logistyczna ma pewne uzyteczne wtasciwosci, ktére pozwolg kon-
trolowac wartosci weztéw oraz rzutowac wartosci z catego R do wartosci z prze-
dziatu (0,1). Dzieki tej whasciwosci funkcja logistyczna jest czesto uzywana,
aby otrzymac prawdopodobienstwo wystapienia pewnego zdarzenia. Dodatko-
wo funkcja logistyczna szybko przyjmuje wartosci skrajne, co oznacza ze dla
bardzo duzych wartosci ujemnych i bardzo duzych warto$ci dodatnich funkcja
staje sie mato wrazliwa na zmiany warto$ci wraz ze zmiang wartosci argumentu
[4].

W ten sposéb mozemy w tatwy sposob zmieni¢ model regresji liniowej na
model regresji logistyczne;j.

()

~

olb+ XW)=Y.

W dalszych czedciach pracy, kiedy bede uzywat funkcji aktywacji nie wska-
zujac na konkretna funkcje, bede wykorzystywal oznaczenie AF(zx).

1.5. Wielowarstwowe sieci neuronowe

Model omawiany wczesniej moze postuzy¢ jako podstawowy element do bu-
dowania bardziej skomplikowanych modeli. Aby to zrobi¢, nalezy potraktowaé
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Rysunek 1.5. Funkcja logistyczna

otrzymany wektor Y jako wektor wejsciowy do nastepnego podstawowego mo-
delu. Sktadajac ze soba wiele perceptronéw w jeden model, tworzymy warstwy
(ang. layers) sieci neuronowej.

Wyrézniamy trzy rodzaje warstw:

— warstwe wejsciowa (ang. input layer), ktora jest pierwsza warstwa modelu,

— warstwe wyjsciowa (ang. output layer), ktora jest ostatnia warstwa modelu,

— warstwy ukryte (ang. hidden layer), ktére sg warstwami pomiedzy warstwa
wejsciowa 1 wyjsciowa.

Na rysunku 1.6 przedstawiono sie¢ posiadajgca warstwe wejsciows, dwie
warstwy ukryte oraz warstwe wyjsciowa.

Tego typu modele sa glebokimi sieciami neuronowymi (ang. deep neural ne-
tworks). Istnieje wiele réznych architektur glebokich sieci neuronowych, ktére
wykorzystuja te podstawowe koncepcje i rozszerzaja je o dodatkowe warstwy,
polaczenia, funkcje aktywacji czy neurony o specjalnych wtasciwosciach.

1.5.1. Jednokierunkowe sieci neuronowe

Jednokierunkowe sieci neuronowe (ang. feedforward neural networks) sa
to najprostsze sieci neuronowe, ktore wprost czerpia z omoéwionych wezesniej
podstawowych warstw. Mozemy sie rowniez spotka¢ z nazwg wielowarstwowy
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Rysunek 1.6. Przyktad modelu wielowarstwowej sieci neuronowej

perceptron (ang. multi layer perceptron - MLP) ze wzgledu na fakt, ze jest
zbudowany z wielu perceptronow zaprezentowanych w rozdziale 1.3. Dzialaja
one w taki sposéb, ze zasila sie je danymi do warstwy wejsciowej, nastepnie suk-
cesywnie wykonuje sie obliczenia do momentu dotarcia do konca sieci. Kazdy
krok z warstwy k — 1 do warstwy k obliczany jest zgodnie ze wzorem [1]

X, = AF(by + Wi Xj_1).

Propagacja wsteczna btedu

Kiedy uzywamy jednokierunkowych sieci neuronowych, zasilamy je danymi
wejsciowymi o ostatecznie otrzymujac predykcje . Taki sposob dziatania na-
zywa sie propagacja wprzod (ang. forward propagation). Podczas uczenia sieci
kontynuuje sie ten proces obliczajac koszt J(h). Propagacja wsteczna (ang.
back-propagation) pozwala na przeptyw informacji od funkeji kosztu wstecz
sieci neuronowej, aby ostatecznie obliczy¢ gradient. Zasada dziatania algoryt-
mu propagacji wstecznej btedu polega na sukcesywnym aktualizowaniu wag
i biasow oraz przesylaniu wstecz po warstwach sieci. Dzigki temu jestesmy
w stanie wyuczy¢ sie¢ oraz obliczy¢ optymalne wagi i biasy dla catej sieci
Nneuronowej.

1.5.2. Autoencoder

Autoencoder jest szczegdlnym przypadkiem sieci neuronowej. Posiada jedna
warstwe ukryta, a rozmiar warstwy wejéciowej musi by¢ rowny rozmiarowi
warstwy wyjsciowej, tworzac w ten sposéb symetryczna sie¢, ktorej ksztalt
przypomina klepsydre. Przyktad autoencodera przedstawiono na rysunku 1.7.

Podczas uczenia autoencodera przedstawia si¢ dane wejsciowe jako cel. W
ten sposob ta architektura stara sie odtworzy¢ funkcje identycznosciowe. Zada-
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encoder
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utajnione
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>

Rysunek 1.7. Przyktad modelu autoencodera

nie nie jest trywialne jak mogtoby sie¢ zdawaé, poniewaz zazwyczaj ukryta war-
stwa jest mniejszego rozmiaru niz dane wejsciowe. 7 tego wzgledu autoencoder
jest zmuszony do wydobycia istotnych cech danych wejsciowych, skompresowa-
nia, a nastepnie jak najwierniejszego ich odtworzenia. Czes¢ kompresujaca dane
nazywana jest encoderem, natomiast czes¢ dekompresujaca decoderem. Cechy,
ktore zostaty odkryte przez autoencoder nazywane sg zmiennymi utajnionymi
(ang. latent variables). Zaréwno encoder jak i dekoder mozna wyodrebnié z
autoencodera i wykorzystywacé go jako osobng sie¢ neuronowa.

Ciekawg cechg decodera jest jego generatywny charakter, poniewaz dostar-
czajac zupelnie nowe informacje jako zmienne wejsciowe, decoder odtworzy je
na podobienstwo danych, na ktorych zostat nauczony.

1.5.3. Rekurencyjne sieci neuronowe

Rekurencyjne sieci neuronowe (ang. recurrent neural networks; RNN) w
uproszczeniu sg to MLP posiadajace pamie¢. Wykorzystywane sg do anali-
zowania i przewidywania sekwencji wartosci uporzadkowanych w czasie. Re-
kurencyjne sieci neuronowe znalazty zastosowanie w przetwarzaniu jezyka na-
turalnego, np. thumaczenia na rézne jezyki $wiata. Potrafia poradzi¢ sobie z
roznej dtugosci sekwencjami od krotkich zawierajacych kilka elementéw do bar-
dzo dtugich jak probki audio, czy tekst zawierajacy dziesigtki tysiecy krokow
czasu.

Rekurencyjne sieci neuronowe dziataja podobnie do omawianych w roz-
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dziale 1.5.1 sieci jednokierunkowych z tym wyjatkiem, ze kierunek przeptywu
informacji ptynie réwniez wstecz sieci. Jeden neuron sieci RNN otrzymuje dane
wejsciowe x(y), wytwarza dane wyjsciowe y(;), a nastepnie wysylta te dane wyj-
Sciowe z powrotem do samego siebie. W ten sposéb neuron RNN posiada dwa
wejscia z(y) oraz yi—1). Mozemy roéwniez zaprezentowac siec RNN w postaci
odwinietej w czasie (ang. unrolled through time) tak jak zaprezentowano to na
rysunku 1.8.

o

Rysunek 1.8. Rekurencyjny neuron (po lewej) odwinigty w czasie (po prawej)

Y(t-3) Yit-2) Yit-1) Y

X(t-3) X(t-2) X(t-1) X(1)

Gdyby rozwazy¢ caly warstwe neuronéw tego typu, wtedy warstwa przyj-
mowala by dwie macierze wag W, oraz W,. Dane wyjsciowe calej warstwy
zostang obliczone wtedy zgodnie ze wzorem

= AF(WmTCL‘(t) + WyTy(t_l) + b).

Aby wytrenowaé sie¢ neuronowsg stosuje sie propagacje wsteczng w czasie
(ang. backpropagation through time; BPTT). Polega ona na odwinieciu sieci
RNN, a nastepnie zastosowania zwyktej metody wstecznej propagacji[3].

1.5.4. LSTM

Komérki LSTM (ang. long-short term memory) sa rozszerzeniem neuro-
now sieci rekurencyjnych. Pozwalaja wykrywac zaleznosci w danych w dtugim
okresie. Posiadajg dwa wektory opisujace stan neuronu. Wektor h;) okresla
stan krotkookresowy i wektor ¢y okresla stan dtugookresowy.

Gléwny pomyst na funkcjonowanie komérek LSTM byt taki, aby sie¢ sama
mogta sie nauczy¢ jakie informacje sg istotne i je przechowaé, a ktore infor-
macje mozna poming¢, zapomnie¢. Schemat komorki LSTM przedstawiono na
rysunku 1.9. Aby to osiagna¢ powstala idea bramek (ang. gates), oraz kon-
troleréw bramek (ang. gate controllers). W komérce LSTM wyr6zniamy trzy
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A
bramka
zZapommnienia
C(t-1) @ }C\‘ > Cn)
A
bramka
wejsclowa
f It) g
] 4] tanh
A A A
h(t—l} r o (8] » hl:t]
\ bramka /
wyjsciowa

X()

Rysunek 1.9. Komoérka LSTM

bramki. Bramke zapomnienia (ang. forget gate) sterowana przez f(;), bramke
wejsciowa(ang. input gate) sterowang przez i), oraz bramke wyjsciowg (ang.
output gate), sterowana przez ogy. Przeptyw danych w komérce LSTM zaczyna
w miejscu gdzie wektor wejSciowy x () i poprzedni krétkoterminowy stan h_y)
trafiaja do czterech warstw. Glowng warstwy jest ta zwracajaca g(;). W podsta-
wowej komoérce RNN jest tylko ta warstwa. Pozostate trzy warstwy po przejsciu
przez funkcje logistyczne trafiaja do bramek. Bramka zapomnienia kontroluje,
ktore informacje z dtugookresowego stanu c_1) powinny zosta¢ wykasowane.
Bramka wej$ciowa kontroluje jakie informacje z g;) powinny zostac przekazane
dalej i dodane do nastg¢pnego stanu dtugookresowego c(;). Bramka wyjsciowa
odpowiada za wybranie odpowiednich elementéw z stanu dtugookresowego i
przekazanie ich nastepnych kroku. Wynik komoérki zostaje przekazany do wyj-
scia komorki ;) oraz jako nastepny stan krotkoterminowy hg.

Kolejne etapy komoérki LSTM obliczane sa zgodnie z ponizszymi wzorami:

iy = o(Womw + Wihe-1) + bi),
fy = o(W gz + Wy tha1) + by),
o = o(W ,aw) + Wy,ha-1) + bs),
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9w = tanh(W xw + Wy ha1) + by),

¢y = foy @ ce—1) + i) ® 9oy,

Yy = hey = o) @ tanh (C(t)) >

gdzie Wi, Wop, Wao, Woy sa to macierze wag dla kazdej w czterech
warstw potgczonych z wektorem wejsciowym x), Wi, Wiyp, Wio, Wy sa
to macierze wag dla kazdej w czterech warstw potaczonych z poprzednim krot-
kookresowym stanem h_1y, a b;, by, b,, by to biasy dla kazdej z tych warstw
[3].

Funkcja tanh to tangens hiperboliczny, jedna z funkcji sigmoidalnych. Wy-
kres funkcji tanh zostal przedstawiony na rysunku 1.10

et — e

er +e %

tanh(z) =

To co rozni funkcje tanh od o to zakres przyjmowanych wartoéci. Tangens
hiperboliczny przyjmuje wartosci z przedziatu (—1,1).

100 4

075 -

050 -

025

000 4

—0.25 4
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-10.0 -7.5 -50 =25 Q0 25 5.0 75 100

Rysunek 1.10. Tangens hiperboliczny



1.5.5. Sequence-to-sequence

Model w architekturze Sequence-to-sequence (ang. seq2seq) zostal wynale-
ziony z my$la o ttumaczeniu maszynowym jezykow, ale zastosowanie dla niego
znaleziono réwniez w rozpoznawaniu mowy, opisywaniu wideo, czy tworzeniu
chatbotéw. Jego gtéwng zalety jest przetwarzanie sekwencji elementéw o roz-
nych dtugosciach. Jest to naturalne, poniewaz thumaczac z jezyka na jezyk cze-
sto ta samag sentencje mozna wyrazi¢ rozna liczbe stow. Dla przyktadu zdanie
po Polsku ,,Co dzisiaj robisz?” zawiera trzy stowa, natomiast przettumaczone
na Angielski ;What are you doing today?” zawiera pie¢ stow. Nie mozna tego
osiagnac¢ zwykta sieciag LSTM, dlatego model seq2seq zostal zaprojektowany,
aby méc go zastosowaé do tego typu probleméw [5].

Model sequence-to-sequence ma dwie czesci, encoder i decoder. Obie cze-
Sci sa w zasadzie dwiema zupelnie osobnymi modelami, potgczonymi ze soba
w jedna sie¢. Schemat modelu sequence-to-sequence przedstawiono na rysun-
ku 1.11. Zadaniem encodera, podobnie jak zostalo to opisane w rozdziale 1.5.2
o autoencoderze, jest wydobycie z wektora wejsciowego najistotniejszych in-
formacji i skompresowanie ich. Nastepnie wektor stanu encodera jest przeka-
zywany do decodera, ktory na jego podstawie rekonstruuje sekwencje.

Encoder

Stan E
} ——)[ encodera ]—)[ }:—)[ ]
~ N h 1
T 7 “ay Ao A 7 N
Xy X,

Decoder

n

Rysunek 1.11. Architektura modelu sequence-to-sequence

Wiecej szczegdtéw technicznych dotyczacych modelu sequence-to-sequence
przedstawie w dalszych rozdziatach pracy.



Rozdziatl 2

Wprowadzenie do teorii muzyki

W tym rozdziale przedstawie podstawowe koncepcje muzyczne oraz sposoby
reprezentacji muzyki.

2.1. Podstawowe koncepcje muzyczne

2.1.1. Dzwiek muzyczny

Drgania powietrza z otoczenia cztowieka sg przetwarzane w mozgu i ro-
zumiane jako dzwieki. Takie drgania nazywamy falg dzwickowa. Dzwick mu-
zyczny jest to fala dzwiekowa, ktorg wytwarza instrument muzyczny. Dzwiek
muzyczny charakteryzuje sie trzema podstawowymi parametrami:

— wysokoscia (ang. pitch) - jest to czestotliwosé drgan wyrazona w hercach.
Im wicksza czestotliwos¢ tym dzwigk jest rozumiany jako wyzszy. Zakres
styszalny dla cztowieka wynosi od 20Hz do 20kHz.

— glo$nos¢ (ang. velocity) - jest to amplituda drgan fali dzwigkowej. Im wiek-
sza amplituda, tym dzwiek jest odczuwany jako glosniejszy,

— dlugosé (ang. duration) - jest to czas z jakim dzwiek wybrzmiewa, np. 2
sekundy.

2.1.2. Sygnal dzwiekowy

W rzeczywistosci utwor muzyczny jest zazwyczaj kombinacja wielu fal
dzwigkowych, o réznych charakterystykach i nazywany jest sygnatem dzwicko-
wym. Wizualizacje sygnatu dzwiekowego przedstawiono na Rysunku 2.1

2.1.3. Zapis nutowy

Reprezentacja muzyki jako sygnatu dzwiekowego przechowuje informacje
o doktadnym brzmieniu danego utworu tzn. jakie drgania nalezy wytworzy¢,
aby moéc odtworzy¢ muzyke. Taki zapis nie informuje nas bezposrednio jakie
instrumenty zostaly uzyte, jakie wysokosci i dtugosci dzwickoéw zostaty wy-
korzystane. Dlatego ludzko$¢ na przestrzeni wiekéw opracowata abstrakcyjne
obiekty, ktore reprezentuja utwor w czytelny dla cztowieka sposob.
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Rysunek 2.1. Przyktad przebiegu fali dzwickowej
Tempo

W muzyce symbolicznej tempo informuje nas o predkosci utworu. W muzy-
ce klasycznej stosowato sie opisowy sposéb dostosowywania tempa np. Allegro
- Szybko lub Adagio - wolno. Jak mozna szybko stwierdzi¢ sg to zwroty su-
biektywne i nie wyznaczaja tempa jednoznacznie. Obecnie wyraza sie tempo
w liczbie uderzen na minute (ang. beats per minute; BPM). 1 tak Allegro jest
to od 120 do 168 BPM a Adagio od 66 do 76 BPM [§].

Nuta

Nuta jest to graficzna reprezentacja dzwicku muzycznego. Informuje nas
ona o dwoch parametrach dzwieku, wysokosci oraz dlugosci dzwieku. Dtugosé
dzwieku nazywa sie jej warto$cia. Podstawowa wartoscig nuty jest ¢wierénuta,
odpowiada ona jednemu uderzeniu (ang. beat). Ta warto$¢ pozwala nam zrozu-
mie¢ jak dtugo nalezy wygrywac nute relatywnie do pozostatych nut w utworze.
Jesli obok siebie ustawimy dwie nuty o wartosciach ¢wierénuty i 6semki, wiemy
ze te druga nute powinnismy zagraé¢ dwa razy krocej niz pierwsza. Aby wiedzieé
doktadnie jak dtugo powinna wybrzmiewa¢ nuta musimy odwotac sie do tempa
utworu. Dla przyktadu w tempie 60 BPM w ciggu minuty zagramy doktadnie
60 ¢wierénut. Kolejne wartosci tworzone poprzez sumowanie lub podzial dtu-
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gosci ¢wierénuty. Polnuta trwa tyle co dwie ¢wierénuty, cata nuta tyle co dwie
pouty, 6semka trwa potowe czasu ¢wierénuty, a szesnastka polowe dsemki
itd. Zostalo to pokazane na rysunku 2.2.

PODZIAL REGULARNY WARTOSCI NUT

cala nuta
pénuty
¢wierénuty J / \ J J/ \ J
osemki ,b \.b j’

/N /v /N ANVA
szesnastki M M LRI, M LI

Rysunek 2.2. Podzial wartosci nut!

.
.
o B
=N
.

Tak jak pisatem wczesniej, wysoko$¢ dzwieku jest to czestotliwo$é drgan
fali dzwiekowej wyrazona w hercach. W muzyce symbolicznej dla uproszczenia
wybrane czestotliwosci zostaly nazwane literami alfabetu C, D, E, F, G, A, H.
Kazdej literze przypisana jest czestotliwos¢ zgodnie z Tabelg 2.1

H Dzwiek ‘ Czestotliwos¢ H

Cy 261,6
D, 293,7
E, 329.,6
I 349.2
Gy 391,
A, 440,0
H, 193,9

Tabela 2.1: Dzwigki symboliczne oraz ich czestotliwosci

! https://www.infomusic.pl/poradnik /46934, poradnik-teoria-muzyki-rytm
5 kwietnia 2020 12:46
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W zapisie nutowym, aby nucie nada¢ wysoko$¢ umieszcza si¢ ja w odpo-
wiednim miejscu na pieciolinii. Przedstawione powyzej dzwieki zapisalismy w
taki sposob jak przedstawiono na Rysunku 2.3

0)
% > [ &)
@—no—e—()"—
Y o O el
C D E F G A B C

Rysunek 2.3. Zapis nut na pieciolinii?

Interwaty

O interwalach méwimy, kiedy poréwnoujemy ze sobg dwie nuty. Interwatl
jest to odlegto$¢ miedzy nutami, liczona w péinutach. Potnuta jest to najmniej-
sza odlegto$¢ miedzy nutami we wspoétczesnej notacji muzycznej. Oktawa jest
podzielona na 12 rownych cze$ci. Pomiedzy dzwickami C i D jest odlegtosé
dwdch potlut, natomiast miedzy F oraz F# jest odleglosé jednej poinuty. Dla
ludzkiego ucha w celu rozpoznania melodii istotniejsze sa interwalty miedzy
kolejnymi nutami niz konkretna wysokos$¢ dzwiekdw.

Oktawy

Oktawg nazywamy zestaw o$miu nut od C do H. Podane w Tabeli 2.1 cze-
stotliwosci nut odpowiadaja dzwickom w oktawie czwartej. Dlatego w indeksie
dolnym nuty widnieje liczba 4. Aby utworzy¢ dzwiek, np. As nalezy pomnozy¢
czestotliwo$é dzwieku A4 razy dwa, natomiast aby utworzy¢ dzwiek As, nalezy
te czestotliwo$¢ podzieli¢ przez dwa.

As = 440H z %2 = 880H =
A3 =440Hz/2 = 220H =

W ten sposéb mozemy stworzy¢ nieskoniczenie wiele oktaw, jednak w rze-
czywistosci uzywa sie nut od CO do C8.

Akord

Gdy w jednym momencie zabrzmia dwie lub wiecej réznych nut, wtedy
moéwimy o akordzie. Akord potrafi dodaé¢ emocje do brzmienia catego utworu.

2 https://amplitudaschool.weebly.com/lekcja-11.html 5 kwietnia 2020 13:24
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Skala

Skala jest to zestaw nut, ktére dobrze ze soba brzmia. Skale opisujemy
dwoma parametrami, tonacja, oraz modem. Tonacja jest to pierwsza nuta dla
skali. Mod natomiast jest to zestaw interwatow liczony od pierwszej nuty. np.
C-Dur, gdzie C jest wartoscia poczatkowa, a Dur opisuje sekwencje interwatow.
Mozemy utworzy¢ inne skale, np G-Dur, uzywajac tych samych interwatow, ale
zaczynajac od innej nuty.

2.2. Cyfrowa reprezentacja muzyki symbolicznej

2.2.1. Standard MIDI

Standard MIDI (ang. Musical Instrument Digital Interface) zostal stwo-
rzony w 1983 aby umozliwi¢ synchronizacje i wymiane informacji miedzy elek-
tronicznymi urzadzeniami muzycznymi takimi jak syntezatory, keyboardy czy
sekwencery. W po6zniejszych latach zostal on zaadaptowany do $rodowiska kom-
puterowego jako cyfrowa reprezentacja muzyki symboliczne;j.

note_on channel=0 note=48 velocity=100 time=0
note_on channel=0 note=53 velocity=100 time=0
note_on channel=0 note=60 velocity=100 time=0
note_on channel=0 note=48 velocity=0 time=220
note_on channel=0 note=48 velocity=100 time=0
note_on channel=0 note=53 velocity=0 time=0

note_on channel=0 note=55 velocity=100 time=0
note_on channel=0 note=60 velocity=0 time=0

Rysunek 2.4. Fragment protokotu MIDI

Wiadomosci

Plik MIDI zawiera zestaw wiadomosci przesytanych w czasie rzeczywistym
o kazdej nucie w utworze. Dwie wiadomogci, ktore sg dla nas szczegdlnie istotne
to:
— mnote_on, ktory sygnalizuje, aby rozpoczaé¢ gra¢ nute,
— note_off, ktory sygnalizuje, aby zakonczy¢ graé nute.

Dla przyktadu wiadomosc¢:
note_on channel 0 note 48 velocity 100 time 0

oznacza aby na kanele 0 zagra¢ dzwiek nr 48 z gtosnosciag 100 w momen-
cie 0 utworu. Nie informuje nas on jednak o dlugosci trwania dzwigku. Aby
zakonczy¢ dzwiek, nalezy wysta¢ wiadomosé:



note_off, channel 0, note 48, velocity 100, time 24.

Zwr6éémy uwage, ze aby ustali¢ wartos¢ nuty potrzebujemy odebra¢ dwie
wiadomosci. Roznica miedzy parametrami time, informuje nas o dtugosci nuty.
W tym przypadku jest to 24. Co oznacza ¢wierénute.

Rozdzielczosé

Czas w MIDI jest reprezentowany jako liczba naturalna i jest on zalezny
od ustalonego tempa utworu. Standardowa rozdzielczos¢ pliku MIDI to 24.
Oznacza to, ze jedna jednostka czasu odpowiada jednej dwudziestej czwartej
jednego uderzenia.

Kanaty

Plik MIDI posiada 16 kanatéw numerowanych od 0 do 15. Kazdy kanat
odpowiada instrumentowi lub $ciezce. Kanal 9 jest kanalem zarezerwowanym
na instrumenty perkusyjne.

Nuty

Nuty w formacie MIDI opisane sg kolejnymi cyframi naturalnymi w prze-
dziale od 0 do 127. Odpowiada to dzwiekom od Cjy do Cs. Dla przyktadu nuta
69 odpowiada A4, a nuta 47 odpowiada Bs.

Wyjatkiem sg nuty z kanatu dziewigtego, gdzie istniejq tylko nuty z zakresu
od 35 do 81 i kazda nuta odpowiada innemu elementowi perkusyjne np. 35 to
stopa (ang. kick), a 37 to werbel ang. snare.

Glosnosé

Za gtosnos¢ dzwieku odpowiada parametr velocity, ktory jest liczba z prze-
dziatu od 0 do 127. Im wigksza jest wartos¢ tym gto$niej wybrzmi dzwiek.

Program

Program w kontekscie standardu MIDI oznacza instrument ktéry ma zagraé
nuty. W standardzie GM (ang. General MIDI), jest 16 grup instrumentéw a
w kazdej z nich znajduje sie po 8 instrumentéw. Sa to pianina, chromatyczne
perkusje, organy, gitary, basy, instrumenty smyczkowe, zestawy instrumentow,
instrumenty dmuchane blaszane, instrumenty dmuchane drewniane, flety, syn-
tezatory prowadzace, syntezatory uzupehliajace, efekty syntetyczne, instru-
menty etniczne, perkusjonalia i efekty dzwickowe.

Sciezka

Sciezka (ang. track) grupuje nuty aby podzieli¢ utwér muzyczny na rézne
instrumenty lub partie. Protok6t MIDI pozwala, aby gra¢ wiele $ciezek dzwie-
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kowych jednocze$nie. Wtedy méwimy o muzyce polifonicznej lub multiinstru-
mentalnej.






Rozdziat 3

Projekt

W tym rozdziale opisze szczegdty dziatania modelu, ktory przygotowalem.
Najpierw przedstawie pomyst na model, opisze szczegdlty technicze dotycza-
ce przygotowania danych uczacych dla modelu. Natepnie zdefiniuje model i
rozwine opis modelu sequence-to-sequence. W tym rozdziale bede rowniez za-
mieszczal fragmentu kodu napisanego w jezyku Python.

3.1. Koncepcja

Celem tej pracy, byto wykonanie modelu, ktéry przy uzyciu glebokiego
uczenia bedzie w stanie generowac krotkie klipy multiinstrumentalne. Zainspi-
rowal mnie sposéb w jaki tworzy sie muzyke w zespole. W przeciwienstwie do
muzyki tworzonej przez jednego kompozytora, w zespole kazda partia tworzona
jest przez muzyka grajacego na danym instrumencie. Przyktadowy sposéb two-
rzenia utworu w zespole, np. rockowym wyglada jak nastepuje. Jedna osoba
tworzy (generuje) pierwsza partie muzyczna, np. partie na gitary. Ta partia
zostata stworzona bez odniesienia do innych cztonkéw zespotu. Nastepnie taka
partia zostaje przedstawiona zespotowi. Kazdy z cztonkéw zespotu musi teraz
stworzy¢ swoje partie w taki sposéb, aby pasowaly one muzycznie do pierwszej
partii. W ten sposéb powstaja nam zaleznosci miedzy partiami, tworzacymi
caty utwor.

Na podstawie tej idei postanowilem opracowa¢ model sktadajacy sie z wielu
sieci neuronowych, kazda z nich odpowiada¢ bedzie jednej partii w utworze,
muzykowi w zespole. Jedna z tych sieci bedzie generatorem. Ta sie¢ powinna
by¢ skonstruowana w taki sposéb, aby zainicjowaé partie muzyczng. Pozostale
beda dopasowywac¢ swoje partie w taki sposob, aby pasowaly pod partie wy-
generowang. Te sieci nazywa¢ bede modelami akompaniujacymi. Dzigki temu
jestedmy wstanie stworzy¢ model wielu sieci, w ktorym nastepna sie¢ bedzie
produkowac¢ swoje partie na podstawie tego, co wygenerowata poprzednia.

Kluczowe byto zauwazenie podobienstwa miedzy jezykiem naturalnym oraz
muzyka. Zaréwno zdanie jak i partia muzyczna sktada si¢ z sekwencji elemen-
tow rozmieszczonych w czasie. Elementy te sg zalezne od dhugoterminowego
kontekstu, oraz od tego jaki element byt ustawiony wczesniej. Dla jezyka natu-
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ralnego sg to stowa, dla muzyki sg to nuty i akordy. Dodatkowo pomyslatem,
ze rézne instrumenty mozna poréwnac¢ do réznych jezykow swiata. Wtedy aby
stworzy¢ melodie, np. basu, tak aby pasowata pod partie gitary, nalezy ,prze-
ttumaczy” jezyk gitary na jezyk basu. Do ttumaczen jezyka naturalnego wy-
korzystuje sie modele sequence-to-sequence, dlatego postanowitem w modelu
generowania muzyki wykorzysta¢ wtasnie ta architekture. Dodatkowo modele
sequence-to-sequence maja te ceche, ze liczba elementéw sekwencji wejsciowej
moze by¢ inna niz liczba elementéw sekwencji wyjsciowej. Idealnie sprawdzi
sie w przypadku muzyki, poniewaz o dlugosci trwania $ciezki muzycznej nie
swiadczy liczba nut tylko suma ich wartosci.

3.2. Wstepne przygotowanie danych do treningu

3.2.1. Muzyczne ,stowo”

Na potrzeby dostosowania danych muzycznych do koncepcji stow w zdaniu
zakodowatem pojedyncze stowo muzyczne jako

((zbior wysokosci), dtugosé)

W ten sposob bytem w stanie zakodowac pojedyncze nuty i akordy.
Akord C-dur sktadajacy sie z dzwiekow C, E i G o dtugosci 6semki, zapi-
saliSmy w nastepujacy sposob.

((60, 64, 67), 0.5)

W ten sposéb jestesmy w stanie kodowaé¢ melodie w sekwencji stéw mu-
zycznych. Tak skonstruowane dane maja niestety swoje negatywne aspekty.
Nie da sie w ten sposob zapisa¢ partii, w ktorej zostaje grana nowa nuta gdy
poprzednia jeszcze powinna brzmie¢. Nasz zapis zaktada, ze melodia jest grana
element po elemencie i nowy element wymusza zakonczenie poprzedniego. Nie
przechowujemy réwniez informacji o dynamice melodii (glosnosci). Rozszerze-
nie tego zapisu o informacje o gtosnosci nie jest trudne i nie bedzie wymagac
przebudowy modelu, natomiast zwiekszy liczbe mozliwych ,stéw muzycznych”
w stowniku i zwiekszy ztozonos¢ obliczeniowa. Zdecydowatem sie na niewyko-
rzystanie tych danych w generowaniu muzyki.

3.2.2. Konwersja MIDI na sekwencje st6w muzycznych

Powszechny sposéb przechowywania muzyki symbolicznej w formie cyfro-
wej to pliki *.mid lub *.midi ktére przechowuja informacje o potoku wiadomo-
Sci protokotu MIDI. Aby odczytaé¢ wiadomosci z plikow MIDI wykorzystatem
biblioteke pretty_midi, ktéra zawiera wiele funkcji pozwalajacych na edycje
plikow MIDI.
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Aby otworzy¢ pliki midi za pomocsg biblioteki pretty_midi, nalezy skorzy-

sta¢ z ponizszej sktadni.

>>> import pretty_midi as pm

>>> midi_path = ’example.mid’

>>> midi = pm.PrettyMIDI(midi_path)

>>> melody = midi.instruments[0]

>>> melody.notes

[Note(start=18.873909, end=19.186408, pitch=71,
Note (start=19.132529, end=19.471968, pitch=76,
Note(start=19.396538, end=19.768304, pitch=80,
Note (start=19.6551568, end=19.951494, pitch=81,
Note(start=19.913779, end=20.226278, pitch=80,
Note (start=20.172399, end=20.452571, pitch=76,
Note (start=20.431020, end=20.624985, pitch=71,
Note (start=20.689640, end=20.975200, pitch=69,

-]

velocity=110),
velocity=114),
velocity=111),
velocity=105),
velocity=99),

velocity=119),
velocity=115),
velocity=114),

Dzieki bibliotece pretty_midi plik midi zostat odczytany i przechowany
w obiekcie PrettyMIDI. Ten obiekt posiada atrybut instruments, ktéry jest
lista Sciezek pliku MIDI. Obiekt Sciezki posiada atrybut notes, ktory jest lista
nut tej Sciezki. Mozemy zobaczy¢, ze biblioteka pretty_midi zamienita potok
sygnatéow protokotu MIDI na konkretne nuty posiadajgce parametry start,
end, pitch orac velocity. Aby otrzymaé¢ sekwencje danych w takim formacie
w jakim potrzebujemy mozemy zastosowaé na obiekcie Instrument ponizsza

funkcje.

def parse_pretty_midi_instrument (instrument,

time_to_tick, key_offset):
’??’ arguments:
return: a custom SingleTrack object

first_tick = None
prev_tick = 0
prev_note_lenth = 0
max_rest_len = 4.0
notes = defaultdict (lambda:[set (), set()])
for note in instrument.notes:

if first_tick == None:

first_tick = 0

tick = round_to_sixteenth_note(
time_to_tick(note.start)/resolution)
if prev_tick != None:
act_tick =
if act_tick < tick:

resolution,

a prettyMidi instrument object

prev_tick + prev_note_lenth
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rest_lenth = tick - act_tick
while rest_lenth > max_rest_len:

notes[act_tick] = [{-1},{max_rest_len}]
act_tick += max_rest_1len
rest_lenth -= max_rest_len

notes [act_tick] [{-1},{rest_lenth}]

note_lenth = round_to_sixteenth_note(
time_to_tick(note.end-note.start)/resolution)

if -1 in notes[tick] [0]:
notes[tick] = [set(), set()]

if instrument.is_drum:
notes [tick] [0].add (note.pitch)

else:
notes[tick] [0] .add(note.pitch+key_offset)

notes[tick] [1].add(note_lenth)

prev_tick = tick
prev_note_lenth = note_lenth

notes = [(tuple(e[0]), max(e[1])) for e in notes.values ()]

if instrument.is_drum:
name = ’Drums’
else
pm.program_to_instrument_class (instrument.program)

return SingleTrack (name,
instrument.program,
instrument.is_drum,
Stream(first_tick, notes))

Powyzsza funkcja w zamienia wartosci absolutne czasu, na wartosci wzgled-
ne o ustalonej rozdzielczosci przez plik MIDI. Dodatkowo zmniejsza szcze-
gotowosé, i zaokragla czas zagrania nuty po szesnastki. Gdy w tym samym
momencie, czyli jesli kilka nut posiada tg sama wartos¢ start, zostaja dodane
do jednego stowa muzycznego aby utworzy¢ akord. Pauzy sa kodowane jako
—1. Dodatkowo jesli pauza trwa dtuzej niz takt wtedy zostaje podzielona na
mniejsze czesci o dtugoséci max_rest_len. Funkcja zwraca obiekt SingleTrack,
ktory jest obiektem stworzonym aby poza nutami, przechowywaé inne istotne
informacje na temat Sciezki, ktérg beda istotne w nastepnych czesciach prze-
twarzania danych. Ostatecznie sekwencje stéw muzycznych przechowane sg w
notes.

>>> resolution = midi.resolution
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>>> time_to_tick = midi.time_to_tick
>>> instrument = melody
>>> single_track = parse_pretty_midi_instrument (instrument,

resolution, time_to_tick, key_offset=0)
>>> single_track.stream.notes

[((-1,), 4.0),
((-1,), 0.5),
((71,), 0.5),
((76,), 0.75),
((80,), 0.75),
((81,), 0.5),
((80,), 0.5),
((76,), 0.5),
((71,), 0.5),
((69,), 0.5),
((68,), 0.5),
((69,), 0.25),

-]

3.2.3. Inne aspekty przygotowania danych

Po odczytaniu danych i konwersji je do pozadanego formatu dane nale-
zy oczyscic. W mojej pracy zastosowalem kilka operacji, w celu zwigkszenia
muzycznego sensu danych.

Unormowanie skali

W muzyce istnieje pojecie skali. Skala jest to zestaw nut, ktore dobrze ze
soba wspotgraja. Zostato to szerzej opisane w podrozdziale 2.1.3. W uczeniu
maszynowym powoduje to realny problem, poniewaz piosenki wykorzystuja
rozne skale i sie¢ neuronowa bedzie preferowaé¢ wybranie skali czedciej uzywa-
nej. Dodatkowo zmiana skali nie zmienia znacznie kontentu muzycznego utwo-
ru, tj. nawet po zmianie skali melodii cztowiek dalej jest w stanie ja rozpoznac.
Zmiana wysokosci wszystkich nut bez zmiany ich wzglednych interwatéow nazy-
wana jest transpozycja. Aby rozwigza¢ ten problem zaleca sie rozszerzenie da-
nych do wszystkich mozliwych skal. W mojej pracy wykorzystatam jednak inne
rozwigzanie. Zamiast rozszerza¢ zbior danych sprowadzitem wszystkie Sciezki
muzyczne do jednej skali C. Dzieki temu model przylozy wiekszg uwage na
rozumienie wzajemnych relacji, zamiast uczy¢ sie pojecia tonacji skali [1].

Podzial na takty

Dtlugie listy muzycznych stow zostaly podzielone na takty (ang. bars), o
odpowiedniej dhugosci, domyslnie o dtugosci 4, co odpowiada czterem ¢wieré-
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nutom. Dzi¢ki temu utwér muzyczny zostanie podzielony na mniejsze sekwen-
cje. Sekwencje te beda posiadaly rézna liczbe elementéw, ale beda tak samo
dhugie, w kontekscie muzycznym. Gtownym celem takie zabiegu, jest zapewnie-
nie muzycznego sensu sekwenjom. Takt jest naturalnym dla muzyki podziatem
dtuzszego partii na mniejsze.

3.2.4. Podzial danych na dane wejsSciowe i wyjSciowe

Na podstawie przetworzonych danych, nalezy przygotowaé¢ dane wejsciowe
X iwyjsciowe Y dla sieci neuronowych, aby przeprowadzi¢ proces uczenia. W
tym celu bedziemy rozwazaé pary sekwencji (z,y), gdziez € X iy € Y. Kazda
sekwencja zawiera¢ bedzie omowione wczesniej stowa muzyczne. W przygoto-
wanym przeze mnie modelu, wystepuja dwa rodzaje sieci neuronowych, sie¢
generujaca oraz sie¢ akompaniujaca.

Przygotowanie danych dla generatora

Model generatywny bedzie tworzyt partie muzyczne, na podstawie poprzed-
nich sekwencji tego samego instrumentu. Wezmy partie muzyczna G, ktora
jest uporzadkowang lista elementow g w czasie. Kazdy element g jest taktem
sktadajacych sie ze stow muzycznych.

G= [9179279n]’

gdzie n jest liczba taktéw w partii muzycznej. Pary (zy,v;) tworzymy wedtug
ponizej reguty
Ty = Gt
Yt = Gt+1,

dlate (1,n—1).

Dzieki takiemu zdefiniowaniu danych uczacych generator bedzie uczyl sie
jak powinien wyglada¢ nastepny takt, na podstawie poprzedniego. W ten spo-
sob bedziemy w stanie wykorzysta¢ model do generowania muzyki bez danych
wejsciowych. Watek zostanie rozwiniety w dalszej czesci pracy.

Implementacja w Pythonie:
def get_data_seq2seq_melody(self, instrument_class,

x_seq_len=4):

’?’’return a list of bars with content for every track

with given instrument class for melody generation
x_seq_len and y_seq_len

X previous sentence, y next sentence of the same melody line

200
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instrument_tracks =
self.tracks_by_instrument [instrument_class]

for track_index in instrument_tracks:
bars = self.tracks[track_index].stream_to_bars()
bars_indexes_with_content =
get_bar_indexes_with_content (bars)
bars_with_content =
[bars[i] for i in get_bar_indexes_with_content (bars)]

x_seq = []

y_seq = []

for i in range(len(bars_with_content)-x_seq_len-1):
_X_seq =
[note for bar in bars_with_content[i:i+x_seq_len]
for note in bar]
_y_bar = bars_with_content[i+x_seq_len]
x_seq.append(_x_seq)
y_seq.append (_y_bar)

return x_seq, y_seq

Przygotowanie danych dla akompaniamentu

Model akompaniujgcy natomiast, bedzie na podstawie partii instrumentu
tworzy¢ partie na nowy instrument. Niech G, B beda sekcjami muzycznymi
roznych instrumentow tej samej dtugosci oraz niech

G= [91792a 7gk] )
B = [b17b27 "'abk]a

wowcezas pary dla zbioru uczacego tworzymy w nastepujacy sposéb

Ty = Gt
Yy = bt7

dlat € (1,k). Istotne jest aby kazdy element ze zbioru taktéw partii B byt
rzeczywista aranzacjg tego instrumentu dla taktéow partii G oraz aby miedzy
elementami ¢g; oraz b; byta muzyczna relacja.

Implementacja przedstawionej techniki w Pythonie.

def get_data_seq2seq_arrangment (self, x_instrument,
y_instrument, bars_in_seq=4):
’’’this method is returning a sequences of given length
by rolling this lists of x and y for arrangement generation
x and y has the same bar length, and represent the
same musical phrase played mb different instruments (tracks)
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200

x_seq = []

y_seq = []

x_bars, y_bars =

self.get_common_bars_for_every_possible_pair(
X_instrument, y_instrument)

for i in range(len(x_bars) - bars_in_seq + 1):

x_seq_to_add =
[note for bar in

Xx_bars[i:i+bars_in_seq] for note in bar |
y_seq_to_add =

[note for bar in
y_bars[i:i+bars_in_seq] for note in bar ]
x_seq.append(x_seq_to_add)
y_seq.append(y_seq_to_add)

return x_seq, y_seq

3.2.5. Inne aspekty przygotowania zbioru uczacego

Oczyszczenie danych

W przygotowaniu danych dla modelu wazne jest, aby dostarczone dane
byly jak najlepszej jakosci. W tym celu usunatem powtarzajace sie pary (z,y)
oraz usunatem takty, ktore nie zawieraty muzycznego kontentu.

Wybér programu dla instrumentu

Podczas etapu ekstrakcji danych z plikéw MIDI poza informacjami o mu-
zyce, zapamietuje rowniez informacje o programie partii muzycznej. Kazda
sciezka MIDI przechowuje informacje o instrumencie (brzmieniu) danej partii.
Istnieje 128 réznych programoéw, dla zmniejszenia szczegdlnosci na potrzeby
modelu wyrézniam 16 instrumentéw zgodnie z grupa do jakiej naleza w po-
dziale General MIDI. Dla kazdej z grup, sprawdzam jaki program zostal naj-
czesciej wykorzystywany i zapisuje go na przysztosé, aby méc wygenerowanej
muzyce przy kompilacji do MIDI zdefiniowaé¢ brzmienie instrumentu zgodnie z
najczesciej wykorzystywanym w zbiorze MIDI, ktory zostat wykorzystany do
stworzenia zbioru uczacego dla modelu.

Melodia

Dodatkowym elementem procesu ekstrakecji danych jest znalezienie Sciezek
melodii przewodnich w plikach MIDI. Sciezki tego typu zamiast byé oznaczo-
ne nazwa grupy instrumentéw do ktoérej naleza oznaczone sa nazwa Melody.
Melodia jest kategoria Sciezek z podziatu ze wzgledu na role partii w utworze,
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zamiast na instrument. Istnieja tez inne role instrumentéw, jednak czesto rola
jest w pewnym sensie definiowana przez instrument. Nie jest to zasada, bar-
dziej prawidtowo$¢ w muzyce. Uznatem ze wydobycie tej informacji na temat
Sciezki nada wiecej muzycznego sensu danym. Aby sprawdzi¢ czy dana Sciezka
jest melodig zastosowatem ponizsza funkcje:

def check_if_melody(self):
’?’checks if Track object could be a melody

it checks if percentage of single notes in
Track.stream.notes 1is higher than threshold
of 90 and there is at least 2 notes in bar per average

P

events = None
single_notes = None
content_lenth = None

for note in self.stream.notes:

if self.name not in [’Bass’,’Drums’]:
events = 0
content_lenth = 0
single_notes = 0
if note[0][0] != -1: # if note is not a rest

events += 1

content_lenth += notel[1]

if len(note[0]) == 1: # if note is a single note
single_notes += 1

if events != None:

if events == 0 or content_lenth == 0:
return False

else:
single_notes_rate = single_notes/events
density_rate = events/content_lenth
if single_notes_rate >= 0.9 and density_rate < 2:

self .name = ’Melody’

return True
else:
return False
else:
return False

Funkcja sprawdza liczbe pojedynczych nut i akordéw w Sciezce oraz zagesz-
czenie nut w takcie. Jesli jest wiecej niz 90% pojedynczych nut w Sciezce oraz
jest srednio wiecej nut w takcie niz dwie wtedy uznaje, ze partia instrumentalna
utworu jest melodia.
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3.3. Definicja modelu

Wszystkie modele sieci neuonowych zastosowane w tej pracy, zostaty napi-
sane z wykorzystaniem srodowiska Keras. Keras jest to srodowisko wyzszego
poziomu, stuzace do tworzenia modelu gtebokiego uczenia.

Model sequence-to-sequence, jest to model sktadajacy sie z dwoch mniej-
szych sieci neuronowych, enkodera i dekodera. Dodatkowo inaczej definiuje sie
model aby go uczy¢, a inaczej aby dokowyaé predycji.

3.3.1. Model w trybie uczenia

Zdefiniowanie warstw enkodera

Zadaniem enkodera jest wydobycie z przetwarzanej sekwekcji kontekstu,
skompresowanej informacji o danych. W tym celu zastosowana zostata jedna
warstwa wejSciowa o rozmiarze stownika wejsciowego, oraz warstwa LSTM.
Definiowane warstwy sa atrybutami catej klasy modelu, dlatego w prezento-
wanym kodzie wystepuja przedrostek self..

self .encoder_inputs =
Input (shape=(None, self.transformer.x_vocab_size))

self.encoder =
LSTM(latent_dim, return_state=True, dropout=enc_dropout)

self .encoder_outputs, self.state_h, self.state_c =
self .encoder (self.encoder_inputs)

self.encoder_states = [self.state_h, self.state_c]

Ostatecznie jako dane wyjsciowe otrzymujemy wektor danych ukrytych
encoder_outputs o wymiarze réwnym ustalonej zmiennej latent_dim. Do-
datkowo uzywajac parametru return_state=True, warstwa LSTM zwraca
wektory stanu komérek h oraz c. Te wektory sa pamiecia wartswy LSTM i
postuza jako stan wejsciowy dla modelu dekodera.

Oba wekory zostaly zapisane do jednej zmiennej self.encoder_states.

Zdefiniowanie warstw dekodera

W czesci dekodera sieci sequance-to-sequence, definiujemy warstwe wejscio-
wa 0 rozmiarze stownika wynikowego i jedng warstwe LSTM o stanie komorek
h i ¢ w enkodera. Na koncu zostata zdefiniowana prosta warstwa typu Dense z
funkcja aktywacji softmax w celu rozszerzenia wymiaru do wielkosci stownika
wyjsciowego.

self .decoder_inputs =
Input (shape=(None, self.transformer.y_vocab_size))
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self .decoder_lstm =
LSTM(latent_dim,
return_sequences=True,
return_state=True,
dropout=dec_dropout)

self.decoder_outputs, _, _ =
self .decoder_lstm(self.decoder_inputs,
initial_state=self.encoder_states)

self.decoder_dense =
Dense (self.transformer.y_vocab_size, activation=’softmax’)

self .decoder_outputs = self.decoder_dense(self.decoder_outputs)

Jako wynik propagacji modelu otrzymujemy wektor o rozmiarze stownika
wyjsciowego self .transformer.y_vocab_size, ktory przedstawia zakodowa-
ny element sekwencji.

Definicja modelu w trybie uczenia

Ostatnim krokiem, aby otrzymaé¢ model gotowy do procesu uczenia nalezy
potaczyé ze soba enkoder i dekoder, tworzac pelny model. Po jego skompilo-
waniu model mozna przedstawié¢ jako graf tak jak pokazano to na rysunku 3.1

input: | (None, None, 71)

input_1: InputLayer
P # Y output: | (None, None, 71)

input: (None, None, 71) ) input: | (None, None, 93)
Istm_1: LSTM input_2: InputLayer
output: | [(None, 256), (None, 256), (None, 256)] output: | (None, None, 93)
input: None, None, 93), (None, 256), (None, 256
Istm_2: LSTM P K ).( b ( 1
output: | [(None, None, 256), (None, 256}, (None, 256)]

input: | (None, None, 256)

dense_1: Dense

output: | (None, None, 93)

Rysunek 3.1. Model seq2seq w trybie uczenial

self.train_model =
Model ([self.encoder_inputs, self.decoder_inputs],
self .decoder_outputs)

! machinelearningmastery.com 16 czerwca 2020 06:24
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self.train_model.compile (optimizer=’rmsprop’,
loss=’categorical_crossentropy’)

Mozemy zauwazy¢, ze w procesie uczenia musimy zaprezentowa¢ modelowi
dwa wektory danych wejsciowych oraz jednego wektora danych wyjsciowych.
W pracy zostaly one opisane jako:

— encoder_input_data, zawierajace sekwencje elementow wejsciowych. Te
dane beda zasila¢ encoder aby na ich podstawie zostal wygenerowany kon-
tekst.

— decoder_input_data, zawierajace sekwencje elementow wyjsciowych op6dz-
nione o jeden element w czasie. Te dane bedg zasilaty dekoder.

— decoder_target_data, zawierajace sekwencje elementéw wyjsciowych, kto-
re beda celem.

Jest to ciekawe, ze musimy dostarczy¢ do modelu dane, ktore tak naprawde
chcemy otrzymac. Jednak te dane sg przesuniete o jeden element w sekwencji
do przodu i pierwszy element tej sekwencji nie zawiera tresci. Dekoder uczy
sie jak na podstawie aktualnego stanu enkodera oraz aktualnego elementu
sekwencji wyjsciowej jaki powinien by¢ nastepny element w sekwecji docelowej.
Warto tez zauwazy¢, ze z definicji modelu nie wynika aby model uczyt sie
przetwarzania catych sekwencji, tylko kazdego elementu sekwencji z osobna.

3.3.2. Model w trybie wnioskowania

To co czyni model seq2seq zdolnym do przetwarzania catych sekwencji jest
sposéb zdefiniowania metody wnioskowania (ang. inference). Na tym etapie
model w sposéb rekurencyjny bedzie przewidywal nastepny element sekwen-
¢ji, na podstawie tego co przewidzial wczesniej oraz aktualizowanych wekto-
row stanu warstwy LSTM. Musimy w tym celu zdefiniowaé¢ dekoder tak, aby
mogt przyjaé swoje wyjscie jako nowe wejécie. Dlatego definicja modelu wtedy
wyglada nastepujaco, a graf przedstawiajacy dekoder w trybie uczenia zostal
przedstawiony na rysunku 3.2.

self .decoder_state_input_h = Input(shape=(self.latent_dim,))

self .decoder_state_input_c = Input(shape=(self.latent_dim,))

self.decoder_states_inputs = [self.decoder_state_input_h,
self.decoder_state_input_c]

self .decoder_outputs, self.state_h, self.state_c =
self.decoder_lstm(
self .decoder_inputs,
initial_state = self.decoder_states_inputs

)

self.decoder_states = [self.state_h, self.state_c]
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self .decoder_outputs = self.decoder_dense(self.decoder_outputs)

self.decoder_model = Model(
[self.decoder_inputs] + self.decoder_states_inputs,
[self.decoder_outputs] + self.decoder_states)

input: | (None, None, 93) input: | (None, 256) input: | (None, 256)
input_2: InputLayer input_3: InputLayer input_4: InputLayer
output: | (None, None, 93) output: | (None, 256) output: | (None, 256)
input: None, None, 93), (None, 256), (None, 256
Istm_2: LSTM p I ). h( 1
output: | [(None, None, 256), (None, 256), (None, 256)]
input: | (None, None, 256)
dense_1: Dense
output: | (None, None, 93)

Rysunek 3.2. Model seq2seq w trybie uczenia?

Dzigki takiej definicji, jesteSmy w stanie w petli przewidywaé¢ nastepne
elementy do momentu osiggniecia warunku stopu. Implementacja tego procesu
wyglada tak:

def predict(self, input_seq=None, mode=None):

if not self.has_predict_model:
self.init_predict_model ()

self .has_predict_model = True
if mode == ’generate’:
h = np.random.rand(l,self.latent_dim)*2 - 1
¢ = np.random.rand(1l,self.latent_dim)*2 - 1
states_value = [h, c]
else:
states_value = self.encoder_model.predict(input_seq)

target_seq =
np.zeros ((1, 1, self.transformer.y_vocab_size)

target_seq[0, 0, self.transformer.y_transform_dict[’<G0>’]] =

1
stop_condition = False
decoded_sentence = []

while not stop_condition:

2 machinelearningmastery.com 16 czerwca 2020 06:24
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output_tokens, h, ¢ = self.decoder_model.predict(
[target_seq] + states_value)

sampled_token_index =
np.argmax (output_tokens [0, -1, :]1)
sampled_char =
self.transformer.y_reverse_dict[sampled_token_index]
decoded_sentence.append (sampled_char)

if (sampled_char == ’<E0S>’ or
len(decoded_sentence) > self.transformer.y_max_seq_length):
stop_condition = True
target_seq = np.zeros((l, 1, self.transformer.y_vocab_size))
target_seq[0, 0, sampled_token_index] = 1.
states_value = [h, c]

return decoded_sentence

Encoder w tym trybie ma za zadanie tylko dostarczy¢ do dekodera wektory
kontekstu dla zainicjowania procesu. Dekoder na podstawie wektorow pamieci
h i ¢ przewidzi pierwszy element sekwencji i tym samym zainicjuje proces
wnioskowania.

W tym miejscu mamy kontrole twoérczg nad dekoderem. Aby zainicjowaé
reakcje wystarcza wektory pamieci, mozemy wtedy podaé je w dowolny sposéb
i zobaczy¢ co wygeneruje dekoder. W mojej pracy probowatem dwoch sposéb
na zainicjowanie procesu predykcji z wektoréw losowych. Pierwszy polega na
wygenerowaniu losowej sekwencji dla encodera i nazywam te metode from_seq.
Druga metoda polega na bezpos$rednim definiowaniu stanu h i ¢ states_value
w sposob losowy tak aby wartosci byly z przedziatu [-1, 1].

3.4. Transformacja danych dla modelu

Na podstawie definicji modelu wiemy, ze nalezy przygotowaé trzy zestawy
danych aby moéc wytrenowac model. Dwa zestawy danych wejsciowych i jeden
zestaw danych wyjsciowych. Musimy réwniez zakodowaé¢ sekwencje elementéw
w taki sposob aby mozna byto wykonywac na nich obliczenia.

3.4.1. Enkodowanie one-hot

Kazdy element sekwencji jest osobng kategorig, dlatego dane nalezy po-
traktowac¢ tak jak dane kategorycznym. Wykorzystamy w tym celu enkodo-
wanie one-hot (one-hot encoding) Enkodowanie One-Hot jest wykorzystywane
w uczeniu maszynowym aby nadac¢ liczbowa warto$é¢ danych kategorycznych.
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Polega ona stworzeniu stownika, w ktérym kazde stowo otrzyma swoj unika-
towy identyfikator, nastepnie zostanie utworzony wektor o wymiarze stow w
stowniku, gdzie na pozycji odpowiadajacej indeksowi stowa bedzie wartosé 1 a
na pozostalych bedzie wartosé zero [2].

Przyklad dzialania One-Hot Encoding

WezZmy sekwencje liter w stowie MATEMATYKA. Znajdzmy unikatowe
elementy tej sekwencji, oraz nadajmy im unikatowy identyfikator. Kolejnos¢
nie ma znaczenia.

M-0,A-1,T-2,E-3,Y-4 K-5.
Kodujac stowo MATEMATYKA, otrzymalibysmy macierz

1000100001
0100010000
0010001000
000100000O0O
0000000100
0000000010

3.4.2. Stownik

Aby zakodowaé¢ sekwencje musimy utowrzy¢ stownik, w ktorym kazdy ele-
ment bedzie posiadatl unikatowy indeks.

x_vocab = set([note for seq in x_train for note in seql)
y_vocab = set([note for seq in y_train for note in seql)

Do stownika dodajemy dwa dodatkowe elementy, ktore opisze w nastepnym
rozdziale.

self.x_vocab = sorted(list(x_vocab))
self.y_vocab = [’<G0O>’,’<E0S>"’]
self.y_vocab.extend(sorted(list(y_vocab)))

Nastepnie tworzymy obiekty typu dictionary, aby zmapowaé elementy
sekwncji na liczby. W tym momencie tworzymy rowniez stowniki odwrotne, aby
moc pozniej otrzymane wyniki zamieni¢ na z powrotem na muzyczne stowa.

self.x_transform_dict = dict(
[(char, i) for i, char in enumerate(self.x_vocab)])
self .y_transform_dict = dict(
[(char, i) for i, char in enumerate(self.y_vocab)])

self.x_reverse_dict = dict(
(i, char) for char, i in self.x_transform_dict.items())
self .y_reverse_dict = dict(

.

(i, char) for char, in self.y_transform_dict.items())
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3.4.3. Elementy specjalne

Dodaje si¢ dwoch elementow specjalnych. Te elementy majg za zadanie
oznaczenie poczatku i konca sekwencji. Token poczatku senwekcji zazwyczaj
oznaczany jest jako <80S> (ang. start of sequance). Mozna spotka¢ rowniez
inne oznaczenia,np. <GO> lub <s>. Ten element ma na celu wypeknienie
przestrzenie pierwszego pustego miejsca w danych wejsciowych dla dekodera.
Token konca sekwecji oznaczany jako <EO0S> (ang. start of sequance) lub
< /s >. Ten element jest wykorzystywany aby wywota¢ warunek stopu w pro-
cesie predykeji opisanym w rozdziale 3.3.2.

_y_train = []
for i, seq in enumerate(y_train):
_y_train.append([])
_y_train[i] .append (’<G0>"’)
for note in seq:
_y_train[i].append(note)
_y_train[i] . append (’°<E0S>’)

3.4.4. Zakodowanie sekwencji

Ostatecznie tworzymy tensory o rozmiarach n x s x p, gdzie n jest licz-
ba obserwacji len(x_train), s jest maksymalng liczbg elementow w sekwen-
cji self.x_max_seq_length a p jest rozmiarem stownika, czyli liczba cech
self.x_vocab_size.

self .x_max_seq_length =

max ([len(seq) for seq in x_train])
self.y_max_seq_length =

max ([len(seq) for seq in y_train])

encoder_input_data = np.zeros(
(len(x_train),
self.x_max_seq_length,
self .x_vocab_size),
dtype=’float32’)

decoder_input_data = np.zeros(
(len(x_train),
self .y_max_seq_length,
self.y_vocab_size),
dtype=’float32’)

decoder_target_data = np.zeros(
(len(x_train),
self .y_max_seq_length,
self.y_vocab_size),



dtype=’float32’)

for i, (x_train, y_train) in enumerate(zip(x_train, y_train)):
for t, char in enumerate(x_train):

encoder_input_datali, t, self.x_transform_dict[char]] = 1.
for t, char in enumerate(y_train):
decoder_input_datali, t, self.y_transform_dict[char]] = 1.

if t > 0:
decoder_target_datali, t - 1, self.y_transform_dict[char]]

W ten sposéb otrzymujemy trzy zestawy danych potrzebne do przeprowa-
dzenia procesu uczenia modelu.

Warto zwrdci¢ uwage, ze przed opisang transformacja sekwencje byty réznej
dhugosci a po niej, rozmiar sekwencji zostat rozszerzony do rozmiaru sekwencji
posiadajacej najwiecej elementow. Taki zabieg byt niezbedny poniewaz roz-
miar sieci neuronowej jest staty dla wszystkich préb ze zbioru uczacego. Nie
wplywa to jednak na same sekwencje poniewaz podczas predykcje konczymy
W momencie wygenerowania tokenu <EQS>.

3.5. Uczenie modelu

3.6. Generowanie muzyki przy pomocy wytrenowanego
modelu

3.7. Wyniki

3.8. Wnioski






Rozdzial 4

Podsumowanie

Ostateczne wnioski, czy muzyka generowana komputerowa da sie lubié¢?
Czy to pozytywnie wplynie na przemyst muzyczny? Tak i nie. Moze stuzy¢
jako inspiracja dla muzykow, proces wspierajacy. Z drugiej strony moze obnizy
koszty produkowania muzyki pop, ktora i tak jest juz bardzo powtarzalna. Czy
sieci neuronowe nauczg sie produkowaé¢ Hity?
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